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Resumen

Fuzzy c-Means (FCM) es un algoritmo de agrupamiento suave no supervisado, altamente utilizado en diversas
areas de estudio como el reconocimiento de patrones, segmentacion, analisis de datos, etc. No obstante, una de
sus limitantes es el niUmero de calculos que se realizan para obtener el grado de membresia de cada objeto hacia
cada centroide, lo que implica un alto costo computacional. En este trabajo se propone reducir el numero de
calculos utilizando la funcién de distribuciéon gaussiana para calcular el grado de membresia de cada objeto hacia
cada centroide y para el calculo de los centroides en cada iteracién se calculd la media, considerando los
principios del algoritmo K-means. Para evaluar la propuesta se utilizaron dos instancias sintéticas y una real. Los
resultados mostraron una reduccion en el tiempo de ejecucion de hasta el 78.39% y una reduccion de la calidad
del agrupamiento del 7.78% en comparacién con el algoritmo estandar.
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Abstract

Fuzzy c-Means (FCM) is an unsupervised smooth clustering algorithm, widely used in various study areas such
as pattern recognition, segmentation, data analysis, etc. However, one of its limitations is the number of
calculations that are performed to obtain the degree of membership of each object towards each centroid, which
implies a high computational cost. In this work it is proposed to reduce the number of calculations using the
Gaussian distribution function to calculate the degree of membership of each object towards each centroid, also
for the calculation of the centroids in each iteration the average was calculated, considering the principles of the
K-means algorithm. To evaluate the proposal, two synthetic instances and one real were used. The results showed
a reduction in execution time of up to 78.39% and a reduction in clustering quality of 7.78% compared against the
standard algorithm.
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Introduccién

El agrupamiento de datos es una técnica no supervisada, la cual es muy utilizada en diversas areas tales como
reconocimiento de patrones, procesamiento de imagenes, negocios, mineria de datos, aprendizaje automatico,
entre otros [1]. Debido al crecimiento exponencial de datos en los tltimos afios el agrupamiento ha cobrado mucha
relevancia, convirtiéndose en un objeto de estudio relevante para el aprendizaje automatico. El objetivo del
agrupamiento consiste en dividir un conjunto de objetos en grupos, donde los objetos que pertenecen a un grupo
son muy similares entre si, y también son diferentes en cuanto a los objetos que pertenecen a otro grupo. Con el
tiempo, se han desarrollado diferentes algoritmos de agrupamiento y se han categorizado como agrupamiento
basado en centroide [2], agrupamiento jerarquico [3], agrupamiento basado en distribucion [4] y agrupamiento
basado en densidad [5]. FCM forma parte del agrupamiento basado en centroide, este algoritmo es muy popular
y forma parte de los algoritmos de légica difusa. Un inconveniente de FCM es su alto costo computacional, lo cual
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es unarazoén para generar nuevas mejoras. En este trabajo se propone una mejora al algoritmo FCM que consiste
en reducir el costo computacional del algoritmo, sin una pérdida significativa en la calidad del agrupamiento. Para
ello se sustituy6 la funcién del célculo de membresia de cada objeto hacia cada centroide por la funcién de
distribucion gaussiana y adicionalmente, para el calculo de los centroides en cada iteracion, se utilizé el calculo
de la media.

Trabajos relacionados

En la literatura se pueden encontrar diversos trabajos que se han desarrollado para mejorar el algoritmo Fuzzy c-
Means (FCM), algunos de ellos van enfocadas en cuanto a la calidad del agrupamiento, para ello en [1], [6], [7],
[8] y [9], se emplean algoritmos de inteligencia de enjambres buscando solucionar el principal inconveniente que
presenta FCM que es sensible a la inicializacion de los centroides, lo cual puede resultar en una convergencia
lenta o no 6ptima, algunos de los algoritmos utilizados son PSO (Particle Swarm Optimization), GWO (Grey Wolf
Optimizer), WOA (Whale Optimization Algorithm) y WSA (Weighted Superposition Attraction Algorithm). Otro
enfoque al cual se han desarrollado es en busca de la reduccién de tiempo de ejecucion del algoritmo como el
que se muestra en [10] el cual considera el parametro m como un hiperparametro clave que afecta el rendimiento
de la agrupacion, se propone un algoritmo FCM mejorado que permita variar el parametro de difusividad en la
funcion objetivo mostrando que mejora el rendimiento de la agrupacién en grandes dimensiones, ademas el
tiempo que tarda en ejecutarse se reduce considerablemente. En la literatura también se pueden encontrar
distintos trabajos que implementan sistemas de l6gica difusa utilizando distintas funciones de membresia, como
se muestra en [11], donde el uso de una funcidon de membresia de distribucién gaussiana favorece ante el
problema de la incertidumbre por lo que brindan una mejor interpretabilidad de los datos que se estén manejando,
en [12] es aplicada una funcién triangular para la clasificacién de una fruta utilizando reglas difusas para llevar a
cabo la clasificacion, donde el método propuesto reduce el tiempo y el esfuerzo de clasificacion.

Fuzzy c-Means

El algoritmo FCM fue presentado por Bezdeck en [13] basandose en la teoria de conjuntos difusos que fue
propuesta por Zadeh [14] [15]. Donde se expresa que un elemento puede tener una membresia parcial a multiples
grupos, expresado mediante un valor difuso entre 0 y 1. FCM es un algoritmo de optimizacion no lineal alternativo
[1], como medida de la calidad del conglomerado busca minimizar el valor de la funcién objetivo [16] que se
muestra en la Ecuacion 1, la cual considera la distancia euclidiana entre los elementos del conjunto de datos y
los centroides, tomando en cuenta los grados de membresia.

J= X g N x — ¢ 117 )

Donde N es el numero de elementos, C es el numero de grupos requeridos, u;; representa el grado de
membresia para el iésimo elemento x; en el grupo j , Il x; — ¢; II* denota la distancia euclidiana entre el elemento
x; perteneciente al grupo c;.

Para minimizar la funcién objetivo el algoritmo realiza iteraciones, en donde se van actualizando la matriz de
membresia y asi mismo el valor de los centroides.

La funcién de membresia de FCM [17] se describe mediante la Ecuacion 2:

Hij = [Eg=1 (”xj_Vl'”A)ﬁ]_l (2)

||Xj—Vt||A

uij es el valor de membresia, el nimero de grupos esta representado por ¢, x; representa el j-ésimo objeto, v;
es el i-ésimo centroide sobre el que se calculara el grado de pertenencia. |l |l, es la funcién de la norma y
Yi=1 Ut = 1, lo que significa que la suma de los grados de membresia de cualquier grupo es uno.

La actualizacion de los centroides para cada iteracion se lleva a cabo por medio de la Ecuacion 3:
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N
ci = Tk (3)
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Cabe destacar que el parametro m, influye en la suavidad de la asignaciéon del grado de membresia y en la
nitidez de los grupos. Con un valor mayor de m se obtendran resultados mas suaves, mientras que con un valor
bajo se obtendran resultados mas nitidos, este valor tiene que ser mayor a 1, aunque diversos trabajos en la
literatura emplean un valor de m = 2.

Como condicién de paro se pueden utilizar distintos criterios, uno muy conocido es el de un umbral de diferencia
en los grados de membresia entre una iteracion y otra, esto se denota mediante la Ecuacion 4.

™ — ufsll < & (4)
El Algoritmo 1, muestra las fases del algoritmo Fuzzy c-Means

Algoritmo 1: Fuzzy c-Means
Entrada: Datos, nuUmero de centroides ¢, constante difusa m, valor del umbral e¢.

Salida: Centroides ¢, matriz de membresia U=uij, resultado del agrupamiento
G=1{G,,G,,G4}.
Paso 1. Se inicializan los centroides de manera aleatoria, se establecen los

valores de ¢,mye.
Paso 2. Calculo del grado de membresia p;; de cada objeto i hacia cada centroide j
Paso 3. Actualizacidén de los centroides usando la Ecuacidén 3.

Paso 4. Validacién de la condiciédn de paro, tomando en cuenta la diferencia entre

el grado de membresia y el grado de membresia anterior \|,u-k-+1

ij —,u{‘j|| < g, en caso
de que la diferencia sea mayor que ¢, el algoritmo se detiene, en caso contrario,
k=k+1 y se repite a partir del Paso 2.

Paso 5. Se asignan los objetos al grupo con mayor grado de membresia y se obtiene

G = {G1,Gy, Gy}

Observaciones realizadas al algoritmo Fuzzy c-Means

Por medio de observaciones realizadas al comportamiento del algoritmo FCM, se observé que para obtener el
grado de membresia de un objeto a un grupo se requiere calcular la distancia euclidiana del objeto hacia los
diferentes centroides de los grupos existentes (ver Ecuacion 2), lo cual resulta muy costoso, de tal forma se opt6
por sustituir dicha funcién por una funcion de distribuciéon gaussiana (Ecuacidon 6) dado a que esta solamente
requiere el calculo de la media de los datos, la desviacion estandar y la distancia del objeto al centroide que se
desea obtener el grado de membresia, lo cual reduce la cantidad de computo requerido. Por otra parte, se observé
que la etapa de la actualizacion de los centroides de FCM requiere elevar el grado de membresia de cada objeto
a cada grupo a la potencia del coeficiente de difusividad ( uijg? ) y posteriormente obtener el producto por cada

una de las caracteristicas del objeto x; lo cual también representa alto nimero de calculos (ver Ecuacion 3), por
lo tanto, se decidié cambiarlo por el calculo de la media de los objetos asignados a un grupo, inspirandose en el
algoritmo k-Means.

Propuesta de mejora del algoritmo Fuzzy c-Means

La etapa de clasificacion es muy importante, debido a que es donde se asignan los objetos a un grupo de
acuerdo con sus caracteristicas. El algoritmo FCM emplea una funcion de membresia propia en donde se utiliza
la distancia euclidiana para poder realizar dicho calculo. En busca de reducir los calculos requeridos para cumplir
con la tarea de agrupamiento, se propone la utilizacién de una funciéon de membresia de distribucidon gaussiana
en busca de reducir los calculos requeridos para el agrupamiento. Esto contribuira dado a que para dicha funcion
no sera necesario el calculo de la distancia euclidiana entre cada uno de los objetos al centroide de cada grupo.
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Para la medicién de la calidad del agrupamiento se emplea una funcién objetivo, la cual evalta la cohesion que
existe en los grupos que el algoritmo generé (Ecuacion 5).

2
= Z;{=1 ijecl”xj - Cl” 5)
Donde k representa el numero de grupos, j el j-ésimo elemento y C el [-ésimo centroide.

Para el céalculo del grado de membresia del conjunto de datos se utilizo la Ecuacion 6, tomando como universo
del discurso las variables del conjunto de datos a evaluar.

Ky, = Gauss(x; c,0) = e‘%(xia_c) (6)

donde x; representa las variables de entrada, ¢ representa la media del conjunto de datos y o representa la
desviacién estandar del conjunto difuso.

Tomando en cuenta la membresia de cada elemento a los diferentes centroides, se asigna al que tenga mayor
grado de membresia. Una vez que se han asignado todos los elementos a un grupo, se recalcula el centroide
de cada grupo. Dicha actualizaciéon se lleva a cabo obteniendo la media de todos los elementos asignados a
determinado grupo, lo cual contribuye a la reducciéon de calculos en la fase de recalculo de centroides, en
comparacion con el algoritmo FCM que requiere el uso de la Ecuacién 3.

El algoritmo se repite iterativamente hasta cumplir con la condicion de paro, la cual puede ser un nimero maximo
de iteraciones o un umbral en los grados de membresia entre una iteracion y otra, como se muestra en la
Ecuacion 4. El Algoritmo 2 representa la propuesta de mejora.

Algoritmo 2 Propuesta de mejora del algoritmo Fuzzy c-Means

Entrada: Datos, numero de centroides ¢, constante difusa m, valor del umbral €.
Salida: Centroides ¢;, resultados del agrupamiento G ={G,G;,G}.
Paso 1. Inicializacién de los centroides de manera aleatoria, se establecen los

valores de c¢,mye.

Paso 2. Cédlculo del grado de membresia con una funcidén de membresia de distribucidn
gaussiana mediante la Ecuacién 6, se asignan los elementos al centroide que obtenga
un mayor numero de grado de membresia se obtiene G = {G;, G, G}

Paso 3. Actualizar los centroides, inspirdndose en el funcionamiento del algoritmo
K-Means, donde se obtiene la media de todos los elementos asignados a determinado

grupo.
Paso 4. Se valida la condicidén de paro, tomando en cuenta la diferencia entre el
grado de membresia y el grado de membresia anterior ||#ﬁ”'—ﬂﬁll < g, en caso de

que la diferencia sea mayor que ¢ el algoritmo se detiene, en caso contrario k=
k+1 y se repite a partir del Paso 2.

Ejemplo motivacional

Con la finalidad de mostrar el comportamiento de los algoritmos FCM y la mejora (denotada en adelante por
“Mejora”), se hicieron pruebas con una pequefia instancia sintética de 25 objetos distribuidos de manera uniforme
a la cual se le generaron 3 centroides pseudoaleatorios. Para este ejemplo se midio la calidad del agrupamiento
mediante la Ecuacion 5 para ambos algoritmos, también se consideré medir el tiempo que demoré en ejecutarse
cada uno de los algoritmos, el algoritmo fue detenido al cumplir con un umbral entre los grados de membresia de
€=0.1.

Figura 1 se observa el comportamiento de los algoritmos FCM y el comportamiento de la Mejora, en ambos casos
se observa la asignacion de grupos por iteracion, mostrando en cada iteracion el valor de la calidad del
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agrupamiento denotado por J que corresponde al error medio cuadrado, donde se observa que la propuesta de
mejora muestra un agrupamiento similar al obtenido por medio del algoritmo FCM, no obstante, la Mejora requiere
una menor cantidad de calculos para su funcionamiento.

El desempefio del algoritmo se puede observar en la Tabla 1, la columna 7% representa el porcentaje de la
reduccion del tiempo de la Mejora con respecto a FCM donde se observa una diferencia del 8.57%. La columna
E% representa la diferencia en la calidad del agrupamiento y se observé una disminucion del 1.51% en
comparacion con la version estandar. Los valores de % y E% fueron obtenidos mediante las Ecuaciones 7 y 8,
respectivamente.

_ (Te—Tg)x100
Tc

™% ™

Donde T, denota el tiempo promedio en ejecutarse el algoritmo FCM y T, el tiempo promedio en ejecutarse el
algoritmo Fuzzy G-Mean.

(E. — E;)x100

Eq

E% = (8)

Donde E. denota la media del error al cuadrado del algoritmo FCM y E; el error medio cuadrado de la Mejora.

Tabla 1 Desempefio de los algoritmos FCM y la Mejora, al agrupar una instancia de 25 objetos distribuidos uniformemente
en tres grupos.

Tiempo (s) Error medio al cuadrado
Mejora FCM Mejora E %
0.0068 0.0063 8.5708 33.4735 33.9793 1.5112
Iteracion 1 Iteracion 2 Iteracion 3 Iteracién 4 Iteracién 5
® L . ® ] ® E ] @ - @
+ @ @ ) ; @ ° 2 - ® @ s » @ ® X ; @ ® X
§ L] & e T [ L] ® E ] [ ° € ] » L [ T ® L @
e e o o3 o o o *® ®» © © o3 & e © © ® & © o
‘X???gi'—?—?—?—?????'?????‘}'????
J =33.60 J =33.32 J=33.42 J =33.46 J =33.47
Iteracion 1 Iteracion 2 Iteracion 3 Iteracion 4 Iteracion 5
E ] [ ] B L ) o L ] 4 @
© ") ° ° % L ] ® ® L] ® @ K ® -] <
Kol ® e = 2 e o @ * o m e e = o
g € ] ® ® @ o @ [ ] ® i [ &« ] E L] & [} [ @
| G . i i s GO S S A A G SN S —t—t
J =33.69 J=33.28 J=33.43 J =33.97

Figura 1 Ejemplo Motivacional, tomando de referencia el comportamiento del algoritmo FCM y la Mejora, donde se muestra
un agrupamiento similar en cada iteracion entre ambos algoritmos y el valor del error obtenido por cada iteracion.
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Experimentacion y Resultados

La implementacion se realizé en MATLAB R2022b, usando una computadora con un procesador Intel CORE i9
de 3.42 GHz, con 64 GB de RAM y con un sistema operativo Windows 11 Pro. Se realizaron experimentos con
los algoritmos FCM y la Mejora. Se utilizaron tres instancias, las primeras dos son instancias sintéticas con datos
uniformemente distribuidos en dos dimensiones con 2500 y 40000 objetos y la tercera es un dataset real
denominado The concrete compressive strength, con 1030 objetos en 8 dimensiones extraido de UC/ Machine
Learning [18]. Para las tres instancias se le generaron 100, 200 y 400 grupos. Para medir el desempeno de los
algoritmos se calculd la sumatoria de las distancias al cuadrado (Ecuacién 5) y también se midié el tiempo de
ejecucion de cada prueba. Para las pruebas realizadas se tomé en cuenta como criterio de paro un umbral entre
los grados de membresia € = 0.01.

Las columnas tres y cuatro de la Tabla 2 y Tabla 3 estan divididas en tres subcolumnas donde se muestran
los resultados del algoritmo FCM y la Mejora; la subcolumna t% corresponde a la reduccion del tiempo (expresado
en segundos) respecto a FCM (Ecuacion 7). La subcolumna E% corresponde al porcentaje de la reduccion en la
calidad calculada por el error medio cuadrado (Ecuacién 8). Los resultados presentados corresponden al
promedio de 30 ejecuciones. Los resultados muestran que la Mejora reduce el tiempo de ejecucién en el mayor
de los casos hasta un 78.39% y ademas en el caso de la instancia de 40000 objetos al generarle 200 centroides
la calidad tuvo una ligera reduccion de 7.78%, para el caso de las instancias sintéticas. En el caso de la instancia
real la mayor reduccién de tiempo obtenida fue de 72.20 %, mientras que en calidad del agrupamiento se obtuvo
una reduccioén del 4.33% respecto a FCM.

Tabla 2 Comparacién de los resultados al evaluar el algoritmo FCM y la Mejora con instancias sintéticas de 2500 y 40000
objetos, donde se resaltan los valores mas significativos.

Numero Tiempo (s) Error medio al cuadrado
Dataset (o[} : :

Grupos Mejora FCM Mejora E%
100 44.37 46.68 -4.94 10951.01 10952.21 0.01
2500 200 433.96 406.96 6.63 5674.59 5785.70 1.96
400 1349.19 756.32 78.39 3661.70 3646.39 -0.42
100 841.24 844.32 -0.36 2808510.46 | 2848619.36 1.43
40000 200 4783.46 3865.25 23.76 1414684.95 1524785.64 7.78
400 25941.60 15856.38 63.60 729378.91 739705.87 1.42

Tabla 3 Comparacién de los resultados al evaluar el algoritmo FCM y la Mejora con el dataset Concrete con 1030 objetos,
donde se resaltan los valores mas significativos.

. Numero Tiempo (s) Error medio al cuadrado
Instancia
de Grupos Mejora FCM Mejora
100 10.30 9.98 3.25 83281.61 83363.22 0.10
Concret 200 54.95 25.36 56.53 71978.32 73593.90 2.24
400 143.70 52.98 72.20 57293.81 59775.39 4.33
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Figura 2 Comparacioén de los resultados obtenidos de los algoritmos FCM y la mejora para la instancia sintética de 2500
objetos, con respecto a: a) tiempo promedio que demoré en ejecutarse el algoritmo y b) la calidad del agrupamiento.

El tiempo y la medicion del error (calidad del agrupamiento) se muestran graficamente en las Figuras 2, 3y 4
donde se aprecian los resultados obtenidos en las pruebas realizadas a las instancias de 2500, 40000 y 1030
objetos, respectivamente. En cuestién del tiempo se observa que la Mejora muestra una reduccién considerable
a diferencia de FCM. En cuanto a la calidad del agrupamiento, para las tres instancias se observa una diferencia
pequefa en comparacién con el algoritmo FCM.
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Figura 3 Comparacién de los resultados obtenidos de los algoritmos FCM y la mejora para la instancia sintética de 40000
objetos, con respecto a: a) tiempo promedio que demoré en ejecutarse el algoritmo y b) la calidad del agrupamiento.
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Figura 4 Comparacion de los resultados obtenidos de los algoritmos Fuzzy c-Means y la mejora para la instancia real de
1030 objetos, con respecto a: a) tiempo promedio que demoré en ejecutarse el algoritmo y b) la calidad del agrupamiento.

Conclusiones

En este trabajo se muestra una propuesta de mejora para un algoritmo de agrupamiento difuso (FCM), donde lo
que se busca es reducir el costo computacional requerido para su ejecucion, empelando una funcién de
membresia de distribucién gaussiana, buscando con ello la reduccion del costo computacional, sin afectar
significativamente la calidad el agrupamiento, ademas la actualizacion de los centroides se realizé obteniendo la
medio de los objetos de cada grupo lo cual también contribuy6 a la reduccion de tiempo del algoritmo. Al realizar
distintas pruebas se pudo observar que el tiempo requerido para su ejecucion llego a ser hasta un 78.39% menor
comparado a FCM e incluso en la calidad del agrupamiento se obtuvo una ligera reduccion en la calidad del
agrupamiento de hasta un 7.78%. Como trabajo futuro se pretende la implementacion de las funciones de
membresia triangular, trapezoidal y de la campana, con el propésito de encontrar la funcién con la que se obtenga
mejores resultados.
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